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Количество оставленных комментариев на платформах социальных сетей может 
составлять несколько миллионов в день, поэтому их владельцы заинтересованы в 
автоматической фильтрации контента. В данной работе рассматривается задача 
выявления оскорбительных высказываний в текстах. При решении задачи были 
рассмотрены различные метолы векторного преобразования текстов: TF-IDF, 
Word2Vec, GloVe и т.д. Так же были рассмотрены и представлены результаты 
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1. ВВЕДЕНИЕ

Обнаружение оскорбительного (токсичного) контента контента – одна из задач 
обработки естественного языка.

Обработка естественного языка (NLP) – это общее направление искусственного 
интеллекта и математической лингвистики. Она изучает проблемы компьютерного 
анализа и синтеза естественных языков и представляет собой огромный спектр задач 
разного уровня:
•	 распознавание текста, синтез речи;
•	 морфологический анализ, канонизация;
•	 синтаксический разбор, токенизация предложений;
•	 извлечение отношений, определение языка, анализ эмоциональной окраски и  

т.д. [1].
Проблема обнаружения токсичного контента является актуальной, так как плат-

формы социальных сетей обеспечивают среду, в которой люди могут свободно уча-
ствовать в дискуссиях, узнавать о тенденциях, новостях и т.д.

Для частичного решения проблемы Google и Jigsaw выпустили эксперименталь-
ное расширение Tune, позволяющее управлять показом комментариев, которые поль-
зователи видят в сети. Tune работает с Perspective API [2], который учится помечать 
негативные комментарии тысяч людей, помечая миллионы постов как спам, домога-
тельства или непристойный контент. Как только комментарий определен как токсич-
ный, Tune может настроить видимость таких комментариев.

В работах [3,4] рассматривается аналогичная задача классификации оскорби-
тельных комментариев. Авторы работы [3] сравнивают различные подходы глубо-
кого обучения к решению данной задачи на двух наборах данных: комментарии на 
страницах обсуждений Википедии и набор данных социальной сети Twitter. Были 
использованы такие архитектуры нейронных сетей как: сверточная нейронная сеть 
(CNN), рекуррентная нейронная сети на основе Gated Recurrent Unit (GRU), дву-
направленная рекуррентная сеть (Bi-GRU). Авторы проводят детальный анализ 
ошибок первого (False Positive) и второго рода (False Negative). Причинами появ-
ления ошибок False Negative являются: токсичность предложения без использова-
ния ругательств, риторические вопросы, сарказм и ирония. Причинами появления 
ошибок False Positive являются: использование нецензурных слов в ложных сраба-
тываниях, цитаты или ссылки.

Авторы работы [4] представляют различные подходы глубокого обучения, такие 
как CNN, LSTM, GRU. В качестве наборов данных были использованы общедоступ-
ные наборы данных, такие как Yahoo News Annotated Comments Corpus, комментарии 
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на страницах обсуждений Википедии, One Million Posts Corpus. Авторы использовали 
не двоичную, а мультиклассовую классификацию. Больше классов требует больше 
данных для обучения. Обычно для англоязычных текстов доступны большие объемы 
обучающих данных. Тем не менее, для менее распространенных языков обучающие 
данные редки, а иногда маркированные данные полностью отсутствуют. Одним из 
способов решения этой проблемы является машинный перевод англоязычного набо-
ра данных на другой язык. Если машинный перевод хорошего качества, аннотации 
англоязычных комментариев также применяются к переведенным комментариям. 
Поэтому для подобного расширения учебных данных были использованы исследо-
вания в области трансферного обучения [5].

В статье [6] было проведено исследование аналогичной задачи для корпусов 
текстов на русском и украинском языках. Основная идея представленного подхода 
состоит в том, чтобы использовать начальный словарь оскорбительных терминов в 
сочетании с неконтролируемым присвоением меток (оскорбительных или не оскор-
бительных) комментариям в социальных сетях, а затем итеративно его расширять 
оскорбительными словами.

В нашей работе задача обнаружение оскорбительного контента рассматривается 
как задача бинарной классификации.

2. ВЕКТОРНОЕ ПРЕДСТАВЛЕНИЕ ТЕКСТА

Векторное представление текста (word embedding) – это собирательное название 
для набора методов моделирования и обработки естественного языка (NLP), где сло-
ва или фразы из словаря отображаются в пространство действительных чисел.

Векторная модель – представление текстов вещественными векторами из одно-
го общего для всей коллекции текстов векторного пространства. с фиксированной 
размерностью Размерность пространства равна количеству различных слов во всей 
текстовой коллекции. 

Вектор образуется упорядочением весов всех слов, включая те, которых нет в 
конкретном тексте. Размерность этого вектора, как и размерность пространства, рав-
на количеству различных слов во всей коллекции, и является одинаковой для всех 
текстов коллекции.

Формально:
dj  = (wj1, wj2, ... , wjn)

где dj – векторное представление -го текста, wji – вес i-го слова в j-м тексте, n – об-
щее количество различных слов во всех текстах коллекции.

Для полного определения векторной модели необходимо указать, каким именно 
образом будет отыскиваться вес слова в документе [7].

Векторное представление текста является основным способом решением задач 
информационного поиска: поиск документа по запросу, классификация документов, 
кластеризация документов и т.д.

Рассмотрим несколько методов векторного представления слов.
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TF-IDF
В данном методе текст сводится к вектору, где каждая его компонента представ-

ляет собой слово, а значением данной компоненты является число раз, которое это 
слово используется в тексте.

Преобразование TF-IDF – используется для корректировки значений вектора в 
соответствии с числом документов, использующих слово. Слова, встречающиеся во 
многих документах, могут быть менее значимыми, чем слова, встречающиеся реже. 
TF-IDF уменьшает значение данного слова пропорционально количеству докумен-
тов, в которых оно появляется.

TF или частота слова – это отношение количества вхождения конкретного терми-
на к суммарному набору слов в исследуемом тексте или же документе.

IDF или обратная частота документа – это инверсия частотности, с которой опре-
деленное слово фигурирует в коллекции текстов [8].

Word2Vec
Word2Vec – технология от Google [9], использующаяся для статистического ана-

лиза больших массивов текстовой информации. Она собирает статистику по совмест-
ному появлению слов в фразах, после этого с помощью нейронных сетей решает зада-
чу уменьшения размерности и в итоге выдает компактные векторные представления 
слов, достаточно полно отражающие отношения этих слов в обрабатываемых текстах.

Данная модель предсказывает вероятность слова по его окружению – контексту. 
То есть формируются такие вектора слов, чтобы вероятность, присваиваемая моде-
лью слову, была близка к вероятности встретить слово в этом окружении в реальном 
тексте [10].

FastText
FastText – это библиотека для изучения встраивания слов и классификации текста, 

созданная исследовательской лабораторией AI в Facebook. Модель позволяет создать 
алгоритм обучения без контроля или обучения для получения векторных представ-
лений для слов. 

Для эффективной обработки массивов данных с большим количеством различных 
категорий FastText использует иерархический классификатор, который организует 
категории в древовидную структуру вместо плоской.

FastText является расширением Word2Vec. Для модели векторных представлений 
слов используется skip-gram с негативным сэмплированием.

Негативное сэмплирование – это способ создать для обучения векторной модели 
отрицательные примеры, то есть показать ей пары слов, которые не являются сосе-
дями по контексту (например, «пушистый котик» → «пушистый утюг»). Всего под-
бирается от 3 до 20 случайных слов. Такой случайный подбор нескольких примеров 
не требует много компьютерного времени и позволяет ускорить работу FastText [11].

GloVe
GloVe (Global Vectors) – модель, предложенная лабораторией компьютерной 

лингвистики Стенфордского университета. Данный алгоритм сочетает в себе черты 
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SVD разложения и Word2Vec. Метод GloVe основан на идее выведения семантиче-
ских отношений между словами из матрицы совпадений.

По входному словарю V, строится частотная матрица совпадений V x V, где эле-
мент матрицы Xij обозначает, сколько раз слово i встречалось со словом j.

Рис. 1. Пример матрицы совпадений

Более подробно работа GloVe описана в статье [12].
Paragram
Paraphrastic sentence embeddings (Paragram) — универсальный эмбеддинг, осно-

ванный на комбинировании вложения слов для получения вложений предложений, 
удовлетворяющих тому свойству, что вектора предложений, являющиеся парафраза-
ми друг друга, расположены рядом друг с другом в векторном пространстве.

Парафраз – выражение, являющееся описательной передачей смысла другого вы-
ражения или слова.

Комбинирование проводится контролируемым образом на основе наблюдения из 
базы данных известных парафразов.

Цель алгоритма состоит в том, чтобы встроить последовательности в низкораз-
мерное пространство таким образом, чтобы косинусное сходство в пространстве со-
ответствовало силе связи парафразирования между последовательностями [13].

3. МЕТОДЫ

В работе используются методы такие как логистическая регрессия, градиентный 
бустинг (XGBoost, CatBoost), нейронная сеть долговременной краткосрочной памяти 
(LSTM) и сверточная нейронная сеть (CNN).

Градиентный бустинг
Градиентный бустинг — техника машинного обучения для задач классификации и 

регрессии, которая строит модель предсказания в форме ансамбля слабых предсказы-
вающих моделей, обычно деревьев решений.

Обучение ансамбля проводится последовательно. На каждой итерации вычисля-
ются отклонения предсказаний уже обученного ансамбля на обучающей выборке. 
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Следующая модель, которая будет добавлена в ансамбль будет стараться уменьшить 
эти отклонения. Таким образом, добавив предсказания нового дерева к предсказа-
ниям обученного ансамбля происходит уменьшение среднего отклонения модели. 
Новые деревья добавляются в ансамбль до тех пор, пока ошибка уменьшается, либо 
пока не выполняется одно из правил «ранней остановки».

Метод градиентного бустинга обладает высокой гибкостью для решения задач 
классификации.

В данной работе будет использовано две реализации градиентного бустинга:
•	 XGBoost (eXtreme Gradient Boosting);

В отличие от стандартного градиентного бустинга в методе XGBoost построение 
деревьев основано на параллелизации, а в качестве критерия остановки разбиения де-
рева используется параметр максимальной глубины. Для нахождения оптимальных 
точек разделения используется метод взвешенных квантилей [14]. Так же алгоритм 
содержит возможность добавления L1 или L2 регуляризацию.

Еще одним значительным улучшением XGBoost является возможность упрощен-
ной работы с разреженными матрицами.

Алгоритм работы XGBoost подробно описан в статье [14].
•	 CatBoost (Categorical Boosting).

Библиотека CatBoost (Categorical Boosting) – метод машинного обучения, осно-
ванный на градиентном бустинге, разработанный инженерами Яндекса. Главное пре-
имущество которой заключается в том, что она одинаково хорошо работает как с 
числовыми признаками, так и с категориальными.

CatBoost основан на двоичных деревьях решений с градиентным бустингом. Во 
время обучения набор деревьев решений строится последовательно. Каждое после-
дующее дерево строится с меньшими потерями по сравнению с предыдущими дере-
вьями. Более подробно алгоритм и преимущество использования открытой библио-
теки CatBoost описано в работе [15]. В статье также приведены результаты сравнения 
метода CatBoost с другими методами, использующими градиентный бустинг.

LSTM
Сеть долговременной краткосрочной памяти LSTM (Long Short-Term Memory) – 

частный случай рекуррентной нейронной сети (RNN).
RNN представляет собой сети с петлями в них, что позволяет хранить информа-

цию о том, что было в предшествующем предложении. RNN используют обратное 
распространение ошибки в процессе обучения для обновления весов сети на ка-
ждом уровне.

Сеть долговременной кратковременной памяти была изобретена с целью решения 
проблем исчезающих и взрывающихся градиентов. Ключевым моментом в разработ-
ке LSTM было включение нелинейных, зависящих от данных элементов управления 
в ячейку RNN, которые могут быть обучены для обеспечения того, чтобы градиент 
целевой функции по отношению к сигналу состояния не исчезал [16].

Рассмотрим модуль LSTM, называемый блоком памяти, на основе работ [17, 18].
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Рис. 2. Блок памяти

Входные затворы (gates), которые представляют собой простые сигмоидальные 
пороговые блоки с диапазоном функций активации [0, 1], управляют сигналами от 
сети к ячейке памяти, соответствующим образом масштабируя их; когда затвор за-
крыт, активация близка к нулю. Сигмоидальные затворы состоят из слоя сигмовид-
ной нейронной сети и операции точечного умножения. Кроме того, они могут нау-
читься защищать содержимое от помех со стороны неуместных сигналов.

Выходные затворы могут научиться управлять доступом к содержимому ячейки 
памяти, которое защищает другие ячейки памяти от помех. Выходной затвор решает 
какую информацию от предыдущих шагов необходимо сохранить. Результат будет 
являться отфильтрованным состоянием ячейки. Сначала текущий ввод проходит че-
рез сигмоидальный функцию, затем пропускаем состояние ячейки через функцию 
гиперболического тангенса ( tanh ). Вывод функции tanh  перемножается на вывод 
сигмоидальной функции.

CNN
Сверточная нейронная сеть (Convolutional Neural Network, CNN) – архитектура 

нейронных сетей, как аналог зрительной коры головного мозга для распознавания 
изображений.

Структура сети – однонаправленная, принципиально многослойная. Для обуче-
ния используются стандартные методы, чаще всего метод обратного распростране-
ния ошибки.

Классическая архитектура CNN обычно имеет 3 типа слоев:
1.	 Сверточный слой.
2.	 Слой субдискретизации (pooling).
3.	 Полносвязный слой.

Сверточный слой получает в качестве входных данных трехмерную матрицу раз-
мера [ ]1 1 1, , n m d .

Ядро (фильтр) сверточного слоя (сверточная матрица) представляет собой матри-
цу с размерами [ ]2 2 1, ,n m d , т.е. глубина 1d ввода и одного ядра одинаковы. Для каж-
дого сверточного слоя имеется несколько ядер, уложенных друг на друга, что обра-
зует матрицу с размерами [ ]2 2 2, ,n m d , где 2  d – количество ядер. Для каждого ядра 
есть соответствующее смещение, которое является скалярной величиной.
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Выходом сверточного слоя является матрица размерностью [ ]3 3 2, ,n m d , глубина 
вывода равна количеству ядер.

Основная цель слоя субдискретизации состоит в том, чтобы уменьшить количе-
ство параметров входа. Входные данные для данного слоя являются тензорными.

Полносвязный слой – это просто нейронная сеть с обратной связью. Полносвязные 
слои образуют последние несколько слоев в сети. После прохождения через них по-
следний слой использует функцию активации softmax, которая используется для полу-
чения вероятности того, что входные данные относятся к определенному классу [19].

Было показано, что сверточные нейронные сети, первоначально изобретенные 
для компьютерного зрения, обеспечивают высокую производительность при реше-
нии задач классификации текста [20].

В настоящее время предполагается, что CNN классифицирует текст, выполняя 
следующие шаги.
1.	 В качестве детекторов n-граммы используются одномерные сверточные матрицы, 

каждая из которых специализируется на тесно связанном семействе n-граммов. 
Ядра сверточного слоя не являются однородными, т. е. одно ядро может и часто 
обнаруживает несколько явно разных семейств n-грамм. Ядра также обнаружива-
ют отрицательные элементы в n-граммах.

2.	 Слой субдискретизации с функцией максимума (Max Pooling) с течением времени 
извлекает соответствующие n-граммы для принятия решения. Max Pooling так же 
вызывает пороговое поведение, и значения ниже заданного порога игнорируются 
при прогнозировании. 

3.	 Остальная часть сети классифицирует текст на основе этой информации.

4. РЕЗУЛЬТАТЫ И ОБСУЖДЕНИЕ

Рассмотрим задачу бинарной классификации текстов на примере конкурса от 
компании Quora с платформы Kaggle), в котором необходимо предсказать является 
ли вопрос, заданный на платформе Quora «искренним» – нейтральным или «неис-
кренним» – токсичным [21].

Файл данных включает в себя 80810 неискренних (токсичных) записей и 1225312 
нейтральных записей. Следовательно, при использовании методов решения задачи 
классификации следует учитывать тот факт, что работа будет вестись с несбаланси-
рованным набором данных.

Приведем часть данных в виде таблицы 1.
Таблица 1

Данные из набора Quora
question text target

0 How did Quebec nationalists see their province as a nation in the 1960s? 0

1 Do you have an adopted dog,  
how would you encourage people to adopt and not shop? 0

22 Has the United States become the largest dictatorship in the world? 1
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question text target
… … …

1306093 How is it to have intimate relation with your cousin? 1
1306112 Are you ashamed of being an Indian? 1

Качество решения задачи классификации будем оценивать с помощью матрицы 
ошибок.

Таблица 2
Матрица ошибок

0a = 1a =
0y = TP FP
1y = FN TN

Два класса делятся на положительный (обычно метка 1) и отрицательный (обычно 
метка 0). Объекты, которые алгоритм относит к положительному классу, называются 
положительными (Positive), те из них, которые на самом деле принадлежат к этому 
классу – истинно положительными (True Positive), остальные – ложно положитель-
ными (False Positive). Аналогичная терминология есть для отрицательного (Negative)
класса. В табл. 2 использованы сокращения: TP = true positive, TN = true negative,  
FP = false positive, TN = true negative.

При построении матрицы ошибок также используются нормированные значения.
Таблица 3

Нормированная матрица ошибок

0a = 1a =

0y = TP
TP FN+

FN
FN TP+

1y = FP
FP TN+

TN
TN FP+

Часто результат работы алгоритма на фиксированной тестовой выборке визуали-
зируют с помощью ROC-кривой (receiver operating characteristic) [22], а качество оце-
нивают как площадь под этой кривой – AUC (area under the curve). AUC ROC равен 
доле пар объектов вида (объект класса 1, объект класса 0), которые алгоритм верно 
упорядочил, т.е. первый объект идёт в упорядоченном списке раньше.

Применение классических методов
Рассмотрим решение поставленной задачи с помощью базовых алгоритмов клас-

сификации: логистической регрессии [23], XGBoost и CatBoost.
В этом разделе в качестве эмбединга будем использовать TF-IDF с размерностью 

выходного вектора равной 300.
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В данных присутствует сильный дисбаланс классов (большой перевес в сторону 
нейтральных записей), это значит, что без настройки модели будут хорошо предска-
зывать нейтральный записи и плохо токсичные, при этом значении метрики качества 
будет высоким. Суть задачи же заключается как раз в поиске токсичных записей.

Для работы с несбалансированными данными есть несколько подходов. Одним из 
них является указание весов для каждого класса. Для каждой модели значение весов 
указывается по-разному.

Для инициализации метода логистической регрессии был использован параметр 
_ ' 'class weight balanced= . Метол логистической регрессии при данном параметре 

использует значения целевой переменной y  для автоматической регулировки весов, 
обратно пропорциональных частотам классов во входных данных.

Построим ROC-кривую и матрицу ошибок для метода логистической регрессии.

Рис. 4. ROC-кривая и матрица ошибок для логистической регрессии
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Выведем топ-10 весов слов для каждого класса с помощью библиотеки для интер-
претации результатов eli5 [24].

Рис. 5. Топ-10 весов слов для каждого класса

Зеленым выделены веса слов, по которым метод логистической регрессии отно-
сит текст к классу токсичный или неискренний, красным соответственно веса слов 
для класса нейтральных записей. Например, если в вопросе присутствует слово 
«muslim», то он с большей вероятностью будет отнесен к классу токсичных вопросов.

При инициализации метода CatBoost были переданы веса классов: 
[ ]0.06, 0.94 . weightsclass = Веса классов для данной модели были вычислены как отно-

шение:
0 1/ ; / ,count n count n

где 0count  – количество нейтральных записей в обучающей выборке, 1count  – 
количество оскорбительных записей в обучающей выборке, n  – размер обучающей 
выборки.

Для инициализации метода XGBoost был рассчитано отношение записей на обу-
чающем наборе нейтрального класса к классу токсичных вопросов: 15.160.estimate =

В метод был передан параметр ( )_ _ 10 25.160scale pos weight estimate= + = . До-
бавка 10+  была подобрана эмпирически. Параметр отвечает за балансировку поло-
жительных и отрицательных весов.
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Рис. 6. ROC-кривая и матрица ошибок для CatBoost

В примере с логистической регрессией были показаны топ 10 весов для каж-
дого класса, которые вносят наибольший вклад при классификации текстов. Для 
дальнейших примеров данную таблицу выводить не будем и будем рассматривать 
интерпретацию отдельного текста из коллекции с помощью алгоритма LIME для 
модели XGBoost.

LIME (Local Interpretable Model Agnostic Explanations) – алгоритм, который может 
объяснить предсказания классификатора или регрессора, локально аппроксимируя 
его интерпретируемой моделью [25].
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Рис. 7. ROC-кривая и матрица ошибок для XGBoost

Благодаря весу слова «working» текст был определен как нейтральный. Веса всех 
слов кроме «working» достаточно малы и поэтому на представленном рисунке ото-
бражаются со значениями 0.00. Алгоритм LIME позволяет отдельно вывести все веса 
слов и объяснить их значения для каждого класса. Так как значение данного класса 
равно 0 выведем веса слов для него:

   0Explanation for class
( )' , 0.0732working ′

( )6' , 8.8608the e−′

( )6' , 8.8331of e−′

( )6' ', 8.0563stands e−
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( )6' , 6.6930What e−′

( )6' ', 6.4858potentiometer e−

( )6' ', 5.9871which e−

( )6' ', 4.7359basics e−

( )6' ', 4.3065upon e−

( )6' ', 3.5078are e−

Так же получим результаты для Logistic Regression, XGBoost и CatBoost с приме-
нением эмбедингов Word2Vec и FastText.

Рис. 8. Интерпретация результатов с помощью LIME

Таблица 4
Сводная таблица точности AUC

Word2Vec TF-IDF FastTex
ROC-AUC Time ROC-AUC Time ROC-AUC Time

LogReg 0.668 0.81 0.835 0.17 0.665 0.76
CatBoost 0.761 10.15 0.839 12.08 0.759 9.59
XGBoost 0.751 30.24 0.841 0.38 - -

Из полученных результатов видно, что при использовании TF-IDF стандартные 
модели показывают более высокое значение метрики качества.
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Применение методов глубокого обучения
Чтобы сократить время обучения моделей из этого раздела и подготовки текста 

для векторного представления был использован предобученный Embedding слой.
Предобученные эмбеддинги обычно представляют собой словари, где слову ста-

вится в соответствие вектор. Такие словари получаются следующим образом: эмбед-
динг обучается на больших корпусах текстов с использованием специальных моде-
лей, а затем выгружается в виде словаря. Таким образом можно получить качествен-
ный эмбеддинг без необходимости его повторного обучения.

Зададим размер словаря передаваемый в Embedding слой равным 50000  уникаль-
ных слов. Для покрытия большинства примеров достаточно взять длину предложе-
ния равную 20 словам (рис. 9).

Рис. 9. Гистограмма длин предложений в обучающей выборке

В аргумент weights Embedding слоя передается эмбеддинг матрица, составленная 
из четырех предобученных эмбеддингов: GloVe [26], FastText [27], Paragram [28] и 
Word2Vec [29]. Использование ансамбля предобученных эмбеддингов позволит мо-
делям более точно классифицировать тексты.

Для каждого из представленных эмбедингов выходной вектор имеет размерность 
300, как и в случае с TF-IDF из прошлого раздела. Тогда выходная размерность 
Embedding слоя равна 300  4 1200× = .

Для моделей глубокого обучения вычислим веса классов как:
( )( )_  / * ,  classesn samples n bincount y

где _n samples  – размер выборки,  classesn – количество классов (в нашем случае 2), 
( )  bincount y – функция, подсчитывающая количество вхождений каждого класса в 

выборку. 
В таком случае веса классов равны: { }0 : 0.533,1 : 8.062 .
Рассмотрим решения получаемы с использованием LSTM и CNN.
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Сеть LSTM была обучена с batch_size = 1024 и количеством эпох равном 5. По-
строим ROC-кривую и матрицу ошибок.

Рис. 10. ROC-кривая и матрица ошибок для LSTM

Сеть CNN была обучена с batch_size = 512 и двумя эпохами обучения. Построим 
ROC-кривую и матрицу ошибок.
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Рис. 11. ROC-кривая и матрица ошибок для CNN

Проинтерпретируем результаты архитектуры LSTM для того же предложения  
с помощью алгоритма LIME.
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Рис.12. Интерпретация результатов с помощью LIME

На рис. 12 можно увидеть благодаря весам каких слов данный текст был отмечен 
как нейтральный.

4. ЗАКЛЮЧЕНИЕ

Сравним результаты, полученные с помощью моделей глубоко обучения, с клас-
сическими моделями решения задачи классификации.

Таблица 5
Сводная таблица точности AUC и элементов матрицы
Применяемые методы ROC-AUC balanced accuracy

LogReg 0.835 0.760
CatBoost 0.839 0.765
XGBoost 0.841 0.760

LSTM 0.949 0.875
CNN 0.962 0.895

Balanced accuracy – показатель, который можно использовать при оценке того, 
насколько хорош, бинарный классификатор:

1 .
2

TP TNBalanced accuracy
TP FP TN FP
 = + + + 
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Видно, что CNN превосходит как классические модели, так и LSTM по значению 
метрики качества и по значению balanced accuracy.

Результаты для обеих моделей LSTM и CNN были получены с использованием 
малого числа эпох, когда как для количества тренируемых параметров, значение ко-
торых достигает нескольких миллионов, этого явно недостаточно. Так же из-за факта 
обучения на малом количестве эпох вытекает необходимость исследования на пред-
мет возникновения эффекта переобучения моделей.

При дальнейшей работе с бинарной классификацией текстов имеет смысл обра-
тить внимание на такие модели как Bi-LSTM, GRU и Bi-GRU, на применение мето-
дов ансамблирования и трансферного обучения (модели BERT, ELMo и т.д.).
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