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Синдром дефицита внимания и гиперактивности (СДВГ) — широко распространенное расстройство 
развития, характеризующееся невнимательностью, импульсивностью и гиперактивностью. В то время как 
традиционные методы диагностики основаны на клинических интервью, тестах и поведенческих наблюде-
ниях, методы машинного обучения (МО) дают возможность упростить процесс диагностики СДВГ и сде-
лать его более точным. В данном обзоре предпринята попытка изучить опубликованную за последние 
несколько лет литературу, описывающую результаты применения алгоритмов машинного обучения к 
физиологическим и нейроанатомическим данным: снимкам и записям магнитно-резонансной томогра-
фии (МРТ), функциональной МРТ (фМРТ), инфракрасной спектроскопии (fNIRS), электроэнцефалогра-
фии (ЭЭГ), магнитоэнцефалографии (МЭГ), электрокардиограммы (ЭКГ), движений глаз и физической 
активности, а также параметров зрачков для выявления диагностических биомаркеров СДВГ. Модели 
глубокого обучения и алгоритм опорных векторов (SVM) демонстрируют наиболее перспективные резуль-
таты для выявления СДВГ, как у детей, так и у взрослых. Однако, несмотря на то, что с помощью методов 
машинного обучения исследователям удается достичь высокого уровня специфичности и чувствительно-
сти при решении задачи диагностики СДВГ, их использование в клинической практике требует предвари-
тельной работы для проверки результатов на больших выборках.
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зрачка, магнитоэнцефалография, электроэнцефалограмма.

Для цитаты: Сологуб П.С. Применение машинного обучения к данным нейроанатомии и физиологии в области диагностики 
СДВГ [Электронный ресурс] // Современная зарубежная психология. 2024. Том  13. №2. C. 84—91. DOI: https://doi.
org/10.17759/jmfp.2024130208

Application of Machine Learning to Physiological and Neuroanatomical Data 
in the Field of ADHD Diagnosis

Polina S. Sologub
Saint Petersburg State University, Saint Petersburg, Russia 

ORCID: https://orcid.org/0009-0004-1928-2690, e-mail: Polinesku@gmail.com

Attention Deficit\Hyperactivity Disorder (ADHD) is a common neurodevelopmental disorder characterized by 
inattention, hyperactivity, and impulsivity. While traditional diagnostic methods rely on clinical interviews, tests and 
behavioral observations, machine learning methods provide an opportunity to simplify the ADHD diagnostic process 
and make it more accurate. This review tries to explore the application of machine learning (ML) algorithms to 
physiological and neuroanatomical data: magnetic resonance imaging (MRI), functional MRI (fMRI), near-infra-
red spectroscopy (fNIRS), electroencephalography (EEG), magnetoencephalography (MEG), electrocardiogram 
(ECG), pupil parameters, eye tracking and activity in the field of exploring biomarkers for ADHD diagnosis. Deep 
learning models and support vector machines (SVM) are considered the most promising approaches for identifying 
ADHD in both children and adults. However, despite the fact that with the help of machine learning methods 
researchers are able to achieve high levels of specificity and sensitivity when solving problems of ADHD assessment, 
their use in clinical practice requires preliminary work to verify the results on large samples, as well as addressing data 
security and ethical issues.
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Введение

Синдром дефицита внимания и гиперактивности 
(СДВГ) — одно из самых распространенных рас-
стройств детского возраста, характеризующееся дефи-
цитом внимания, импульсивностью и гиперактивно-
стью. Согласно опубликованному в апреле 2023 года 
метаанализу, превалентность СДВГ составляет 7,6% 
для детей до 12 лет, и 5,6% для подростков в возрасте с 
12 до 18 лет [30].

В настоящее время не существует объективных 
тестов для диагностики СДВГ, так что основным под-
ходом является клиническая оценка, основанная на 
критериях, определенных в диагностических руковод-
ствах — МКБ или DSM. Этот подход включает в себя 
взаимодействие с пациентом, сбор информации от 
родителей и учителей, а также психологическое тести-
рование. Однако он зависит от опыта и квалификации 
специалиста и требует значительных временных и чело-
веческих ресурсов. Отсюда возникают такие проблемы, 
как гипер- и гиподиагностика, а также длительное ожи-
дание постановки диагноза, что может ухудшить про-
гноз для ребенка из-за отсрочки интервенций.

Раннее выявление и коррекция симптомов СДВГ 
имеет важное значение, поскольку напрямую влияет на 
возможности социальной адаптации и повышение 
качества жизни человека. В свете значительной гетеро-
генности синдрома и неспецифичности симптомов диа-
гностика СДВГ представляет собой нетривиальную 
задачу. За последнее десятилетие для ее решения стали 
активно использовать развивающиеся технологии 
искусственного интеллекта, включая машинное обуче-
ние (МО). Хотя эти методы пока не применяются в 
клинической практике, их эффективность в диагности-
ке СДВГ на основе биомаркеров как измеряемых био-
логических характеристик, служащих индикаторами 
состояния организма или его функций, была успешно 
продемонстрирована в лабораторных условиях.

Целью данного обзора является краткое исследова-
ние недавно опубликованной литературы, касающейся 
применения машинного обучения для поиска биомар-
керов СДВГ, в первую очередь — на основе нейрофизи-
ологических и нейроанатомических данных, данных о 
сердечной и двигательной активности, реакции зрачка.

Применение машинного обучени 
 в диагностике СДВГ

Исследования в области искусственного интеллек-
та оказывают значительное влияние на область диа-
гностики нарушений детского развития: появляются 
новые методы обработки наборов больших данных 
(датасетов), создаются диагностические модели, 

направленные на классификацию участников по кри-
терию наличия или отсутствия СДВГ.

Для решения задачи классификации, т. е. отнесе-
ния каждого участника к экспериментальной или кон-
трольной группе, используются методы обучения с 
учителем: модели обучаются на наборах данных, где 
статус СДВГ заранее известен, что позволяет обнару-
живать характерные признаки, ассоциированные с 
диагнозом.

Для оценки прогностической эффективности моде-
лей датасет может разделяться на обучающий и тесто-
вый наборы данных (последний необходим для оценки 
результата) [16]. Для небольших датасетов часто приме-
няются методы кросс-валидации, когда весь набор дан-
ных разделяется на k частей, каждая из которых пооче-
редно служит в качестве тестового набора [21; 23].

Для оценки точности классификации моделей 
машинного обучения их результаты сопоставляются с 
диагнозом СДВГ, поставленным традиционными 
методами, такими как клинические интервью и стан-
дартные диагностические тесты. В качестве метрики 
эффективности моделей используют точность 
(accuracy), чувствительность (sensitivity) и специфич-
ность (specificity).

Физиологические и нейроанатомические 
предикторы СДВГ, используемые в машинном 

обучении

Работы, связанные с поисками диагностических 
маркеров и критериев, позволяющих упростить диа-
гностику синдрома или предсказать постановку диа-
гноза в более позднем возрасте, отличаются не только 
в отношении применяемых алгоритмов или классифи-
каторов, но и типов данных, которые берутся в каче-
стве исходных. Так, из электроэнцефалограммы (ЭЭГ) 
берутся частотные и временные характеристики: абсо-
лютные и относительные значения амплитуд, латент-
ности, спектральная мощность ритмов, частота пико-
вых интервалов (расстояние от пика до пика), измере-
ния энтропии как показателя нерегулярности сигнала, 
результаты вейвлет-преобразования, позволяющего 
перевести полученный сигнал из временного вида в 
частотно-временной [1], а также данные вызванных 
потенциалов (ERP) — электрофизиологической актив-
ности мозга, возникающей в ответ на предъявление 
стимулов и во время решения заданий на внимание, 
память, и др. Результаты магнитно-резонансной томо-
графии (МРТ) описывают объем, толщину коры голов-
ного мозга и других структур. Периферические данные 
могут включать в себя данные пупиллометрии и дви-
жений глаз (как в состоянии покоя, так и при выпол-
нении заданий), анализ движений конечностей и их 
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координации, кардиограмму и данные об активности 
симпатической и парасимпатической ветвей вегета-
тивной нервной системы.

Данные нейровизуализации

Существует несколько основных методов визуали-
зации мозга: магнитно-резонансная томография 
(МРТ) позволяет подробно изучить отдельные струк-
туры в мозге, а также связи между ними; функциональ-
ная МРТ (фМРТ) предназначена для изучения гемоди-
намики и помогает определять, какие области мозга 
активны во время решения определенных задач или в 
состоянии покоя. Инфракрасная спектроскопия 
(fNIRS), обладая высоким временным разрешением, 
позволяет через отслеживание изменений в оксигена-
ции изучать динамику работы мозга в режиме реально-
го времени, магнитоэнцефалография (МЭГ) [14] помо-
гает визуализировать магнитные поля, а электроэнце-
фалография (ЭЭГ) обеспечивает регистрацию элек-
трической активности мозга с высоким временным 
разрешением.

Для СДВГ характерны изменения как в осцилля-
торной активности мозга, так и структурные и функ-
циональные изменения, которые можно фиксировать 
и изучать с помощью методов нейровизуализации.

Несмотря на сложность сбора МРТ- и фМРТ-
данных, многие исследователи берут их за основу при 
поиске предикторов СДВГ: отчасти это связано с нали-
чием в открытом доступе больших наборов записей 
(например, ABIDE или ADHD-200). В исследовании 
Пенг [19] авторам удалось достичь 90,18% точности в 
классификации детей с СДВГ с помощью таких преди-
кторов, как индекс складчатости (извилистости) и 
объем теменной и височной долей коры головного 
мозга и островка. В статье Джонстон [5] на основе дан-
ных об объеме белого вещества ствола головного мозга 
высокая точность классификации (93%) была показана 
в результате применения метода опорных векторов 
(SVM). Объем серого вещества головного мозга и других 
структур (например хвостатого ядра) использовались 
качестве исходных данных для классификации в иссле-
дованиях Лим [17] и Игуал [4], которые с помощью 
метода гауссовских процессов и SVM продемонстриро-
вали возможности использования отдельных морфоло-
гических признаков в качестве биомаркеров СДВГ.

Некоторым исследованиям, использующим сразу 
несколько линейных моделей машинного обучения 
применительно к данным нейровизуализации, удалось 
приблизиться практически к 100% для показателей 
точности, чувствительности и специфичности: напри-
мер, в статье Ортуньо-Миро [23] к данным, представ-
ляющим собой максимально репрезентативные для 
контрольной и экспериментальной (СДВГ) групп 
характеристики частотно-специфических паттернов 
осциляторной активности, полученные во время реше-
ния участниками арифметической задачи посредством 

метода инфракрасной спектроскопии (fNIRS), для 
проведения бинарной классификации применялись 
несколько распространенных линейных моделей МО 
(SVM, логистической регрессии (LR), дискриминант-
ного анализа и наивного байесовского классификато-
ра). При этом для достижения точности, чувствитель-
ности и специфичности, близких к 100%, понадоби-
лись всего три признака.

Уже в одном из первых исследований, где были 
применены методы машинного обучения для диагно-
стики СДВГ на основе ЭЭГ данных [7; 8], точность 
классификации, достигнутая в результате применения 
метода опорных векторов (SVM), позволяющего рабо-
тать с большим числом признаков, составила 90%.

В литературе описываются примеры применения 
различных параметров ЭЭГ в качестве исходных дан-
ных для обучения модели [27; 28; 24]. Так, морфологи-
ческие характеристики ЭЭГ показали низкий уровень 
точности в решении задачи классификации участни-
ков эксперимента, как имеющих, так и не имеющих 
диагноз СДВГ: например, в исследовании Халеги [2] 
сравнивались временные, частотно-временные, нели-
нейные и морфологические характеристики ЭЭГ с 
помощью метода eKNN — метрического алгоритма 
классификации k-ближайших соседей, и морфологи-
ческие характеристики показали самую низкую точ-
ность — 77,43% против 86,40% для нелинейных харак-
теристик. Для комбинированного подхода, объединя-
ющего морфологические и нелинейные характеристи-
ки, точность также оказалась умеренной: в результате 
применения исследователем Алтинкайнак [15] 
нескольких алгоритмов (многослойного перцептрона, 
наивного байесовского классификатора, SVM, логи-
стической регрессии и случайного леса) для комбина-
ции указанных характеристик ЭЭГ лучший результат 
показала нейросеть (многослойный перцептрон) с точ-
ностью 91,3%. Немного большей точности классифи-
кации (94,2%) удалось достичь Манируззаман [18] в 
результате применения SVM-алгоритма при объедине-
нии различных морфологических и временных харак-
теристик ЭЭГ. В целом, нелинейные характеристики 
наиболее часто используются в качестве потенциаль-
ных предикторов СДВГ для разных моделей машинно-
го обучения и показывают лучшие результаты, особен-
но в случае применения алгоритмов SVM.

Хотя глубокое обучение (deep learning, DL) еще не 
получило широкого распространения и реже исполь-
зуется в поиске биомаркеров СДВГ, поскольку требует 
больших объемов данных, тем не менее, некоторые 
авторы представляют многообещающие результаты: 
Чуг [7] объединил два метода глубокого обучения 
(CNN — сверточную нейросеть и LTSM — нейронную 
сеть с долгой краткосрочной памятью), чтобы учиты-
вать как пространственные характеристики, так и дол-
говременные изменения в данных ЭЭГ. Проверка 
работы гибридной модели на общедоступных наборах 
данных показала, что точность классификации соста-
вила 98,86%.
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В статье Гасеми [21] записи ЭЭГ, разложенной на 
частотные диапазоны, использовались для сравнения 
предсказательной способности семи моделей, причем 
авторы использовали мультимодальные данные для их 
обучения: помимо собственно характеристик ЭЭГ, в 
число признаков для анализа вошли также пол и 
порядковый номер рождения, что увеличило предска-
зательную способность моделей: ошибки предсказа-
ния снизились до нуля.

Пупиллометрия

Динамика движений зрачка — еще один потенци-
альный биомаркер СДВГ. Исследование Чой [6] с 
использованием глубокого обучения показало, что 
дети с СДВГ демонстрируют отличия в динамике диа-
метра зрачка по сравнению с группой контроля. 
Диаметр зрачка в статье [29] значимо коррелировал с 
эффективностью внимания, а в исследовании Ариэль 
[3] была показана связь динамики зрачка с норадрена-
линовой системой мозга, нарушенной у людей с СДВГ. 
Также в некоторых исследованиях (например Нобукава 
[22]) отмечается связь между диаметром и асимметри-
ей левого и правого зрачков и дефицитом внимания у 
взрослых участников исследования с диагнозом СДВГ. 
Хотя механизм, объясняющий эту связь, еще не до 
конца изучен, тем не менее использование методов 
ИИ может помочь клиницистам в выявлении потенци-
альных случаев синдрома. Интересный подход был 
предложен Дасом [12]: используя динамику диаметра 
зрачка как потенциального биомаркера, он в результа-
те применения SVM добился чувствительности 77,3% 
и специфичности 75,3% только на основе пупилломе-
трии. Связанная с вниманием вергентность, отражаю-
щая слабость окуломоторного контроля у людей с 
СДВГ, легла в основу применения модели машинного 
обучения в публикации Касаль. [9].

Сердечная активность

Нарушения в работе вегетативной нервной систе-
мы (ВНС), участвующей в регуляции уровня актива-
ции, могут способствовать снижению внимания и 
повышению возбудимости у людей с СДВГ вслед-
ствие взаимодействия «сердце—мозг». В своем иссле-
довании Кох [4] для решения задачи классификации 
людей с СДВГ c коморбидным расстройством поведе-
ния (conduct disorder) и без такового в качестве исход-
ных данных использовал нелинейные характеристики 
ЭКГ, полученные в результате вейвлет-преобразова-
ния. В результате применения модели точность клас-
сификации составила 87,19%. Ту же самую задачу 
классификации людей с СДВГ и коморбидным рас-
стройством поведения и без него решал и Лох [13]: 
минуя стадию препроцессинга ЭКГ, он использовал 
сырые данные для того, чтобы обучить сверточную 

нейросеть (CNN), что позволило повысить точность 
классификации до 96,04%.

Движения

В работе Каура [25] с помощью анализа главных 
компонент были получены характеристики двигатель-
ной активности участников с СДВГ и группы контро-
ля, которые затем использовались для классификации 
с помощью нескольких алгоритмов машинного обуче-
ния (C4.5, kNN, Random Forest, LogitBoost, SVM и 
Naive Bayes). SVM превзошел другие классификаторы 
и решил задачу отнесения участников исследования к 
одной из групп (с СДВГ или без СДВГ) с точностью 
98,43% и чувствительностью 98,33%, что делает харак-
теристики двигательной активности перспективным 
биомаркером. Движения глаз (eye tracking) также 
успешно использовались в качестве предиктора нали-
чия симптомов СДВГ: в статье Мерзона [20] движения 
глаз участников, играющих в игру на проспективную 
память в виртуальной реальности, были классифици-
рованы с помощью SVM, продемонстрировав стати-
стически значимые различия между группами.

Возможности применения машинного обучения 
для диагностики подтипов СДВГ

Диагностика СДВГ с использованием методов 
машинного обучения может осуществляться на разных 
уровнях: это может быть формальное решение о при-
надлежности конкретного участника исследования к 
группе СДВГ (например, «да/нет»), подразумевающее 
решение задачи классификации. Однако, учитывая 
значительную гетерогенность синдрома, предполагаю-
щую наличие значимых различий между людьми с диа-
гнозом СДВГ, как на поведенческом, так и на физио-
логическом уровнях, машинное обучение может при-
меняться для определения принадлежности к одному 
из нескольких традиционно выделяемых подтипов: с 
преобладанием невнимательности, с преобладанием 
гиперактивности-импульсивности или смешанному. 
Индивидуальные различия в проявлениях СДВГ тре-
буют персонализированного подхода, а значит, и раз-
работки методов, способных учитывать эти различия.

Ахмади и коллеги [10] использовали методы глубо-
кого обучения для классификации людей с СДВГ и без 
него, а также для определения подтипов: комбиниро-
ванного (смешанного) и подтипа с дефицитом внима-
ния. В качестве источника данных авторы использова-
ли сырой сигнал ЭЭГ, из которого извлекли простран-
ственные и частотные характеристики. В результате 
точность модели для комбинации Бета- и Гамма-
ритмов составила 99,6%.

Тенев с соавторами [26] для определения подтипов 
СДВГ применяли спектральный анализ мощности 
основных ритмов ЭЭГ. В их исследовании использова-
лись данные для четырех различных состояний участ-
ников: фон с открытыми глазами, фон с закрытыми 
глазами, а также при выполнении двух нейропсихоло-
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гических тестов — на внимание и на эмоциональное 
состояние. В качестве классификатора был использо-
ван метод опорных векторов (SVM), который проде-
монстрировал свою эффективность, выявляя различия 
в вычислительной ЭЭГ для различных подгрупп в 
рамках одного синдрома.

Парк и коллеги [11] в своем исследовании с исполь-
зованием фМРТ анализировали различия в функцио-
нальной связности между различными областями 
мозга. Меры связности затем использовались в каче-
стве характеристик для классификатора на основе 
метода опорных векторов (SVM). Наиболее значимые 
различия между подтипами СДВГ были выявлены в 
лобных, поясных и теменных областях коры, а также 
частично в височных, затылочных областях и мозжеч-
ке. Точность классификатора для различения подти-
пов СДВГ составила 91,18% для парадигм.

Краткие выводы

Учитывая специфику работы с физиологическими 
и нейроанатомическими данными, связанную с трудо-
емкостью их сбора, а также их мультипараметрический 
характер, наиболее точные результаты обычно дает 
применение SVM-классификатора, хорошо работаю-
щего для небольших датасетов и шумных данных.

Для тех случаев, когда доступны наборы данных с 
большим количеством участников, значимых уровней 
точности, специфичности и чувствительности можно 
достичь с помощью глубокого обучения.

Значительных успехов в классификации многие 
авторы добились даже в отношении подтипов СДВГ, 
поведенчески различных и требующих различных 
интервенций.

Дальнейший рост точности классификации и улуч-
шение перспективы экстраполяции результатов обуче-
ния моделей на общую популяцию возможно обеспе-
чить, если, с одной стороны, увеличить выборки участ-
ников с СДВГ и контрольных групп для проверки 

устойчивости полученных моделей, и, с другой сторо-
ны, объединять данные различных модальностей в 
одном наборе данных, повышая таким образом точ-
ность результатов.

Заключение

Методы машинного обучения обладают нескольки-
ми значимыми преимуществами при поиске биомар-
керов для диагностики СДВГ. Они позволяют обраба-
тывать большие объемы данных, что способствует 
нахождению новых закономерностей и признаков, 
ассоциированных с данным расстройством. Модели 
машинного обучения способны автоматически обу-
чаться на основе предоставленных данных и адаптиро-
ваться к изменяющимся условиям. Кроме того, при-
менение методов искусственного интеллекта в диагно-
стике может сократить время, необходимое для поста-
новки диагноза.

Однако, несмотря на значимые преимущества, 
машинное обучение имеет и некоторые ограничения: 
для обучения моделей требуется большой объем дан-
ных; кроме того, существует проблема обобщаемости 
моделей: пространство признаков, созданное на осно-
ве обучающих данных, может неадекватно отражать 
особенности тестовых данных, что приводит к сниже-
нию точности классификации. Эти ограничения пре-
пятствуют широкому применению машинного обуче-
ния в диагностике СДВГ и других расстройств разви-
тия, несмотря на высокие показатели точности, спец-
ифичности и чувствительности.

Кроме того, возникают вопросы конфиденциаль-
ности и безопасности при обработке медицинских 
данных, требующих особого внимания и соответству-
ющих мер безопасности. Несмотря на значительные и 
обнадеживающие достижения, методы машинного 
обучения требуют дальнейших усовершенствований и 
валидации перед тем, как их можно будет применять в 
клинической практике.
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